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2 DATOVA RADA A SADY

CAST I
Technickd dokumentace

1 Architektura systému

Systém AISEE zpracovava video vstup v nékolika na sebe navazujicich fazich. Schéma
pipeline spolu s testovacimi a evalua¢nimi bloky je znézornéno na obrézku 1. Podrobné;jsi
popis funkcionality je uveden v materialech k funénimu vzorku AISEE.
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Obrazek 1: Architektura AISEE pipeline: YOLO detektor — BoT-SORT tracker — Sig-
LIP2 deskriptor — hierarchicky klasifikator

Popis blokii:
e YOLO detektor — lokalizuje objekty ve snimku, vystupem jsou bounding boxy
s confidence skore.

e BoT-SORT tracker — prifazuje detekce ke konzistentnim trackiim napfi¢ snimky
videa.

e SigLIP2 deskriptor — pro kazdy vytez generuje embedding vektor s konfigurova-
telnou dimenzi (typicky 128). Umoziuje textové i obrazkové vyhledévani.

e Hierarchicky klasifikitor — na zakladé embeddingu klasifikuje objekty do 377
trid ve 30 nadtiidach. Podporuje few-shot doucovani novych kategorii.

2 Datova rada a sady

Evalua¢ni skripty pracuji s nékolika datovymi sadami. Nésledujici tabulka shrnuje hlavni
pouzité datasety a jejich ucel.




3 STRUKTURA TESTOVACIHO FRAMEWORKU A POSTUP VYZKUMU

Dataset Obrazka Ucel

SAMACOCO ~50000 Vycistény COCO pro detekci osob a vozidel
COCO ~118000 Standardni benchmark pro detekci

Vlastni dataset vozidel ~5000 Evaluace klasifikatoru vozidel

Tréninkové datasety SigLIP2 (textové popisy osob):

CUHK-PEDES 40206 Textové popisy osob pro re-ID
ICFG-PEDES — Textové popisy osob

IIITD —  Textové popisy osob

ITCPR —  Textové popisy osob

PRW —  Textové popisy osob
FEvaluaéni datasety SigLIP2 (re-identifikace osob):

Market-1501 32668 Re-identifikace osob

MSMT17 126441 Re-identifikace osob (velky)
DukeMTMC-relD 36411 Re-identifikace osob

EntirelD ~200000 Komplexni re-ID benchmark

Tabulka 1: Prehled datovych sad a jejich ucel

Cesty k datovym saddm se nastavuji proménnou $DATA_ROOT. Skripty
oCekavaji  standardni adresdfovou  strukturu (nap¥. $DATA_ROOT/coco,
$DATA_ROOT/market1501).

3 Struktura testovaciho frameworku a postup vyzkumu

Architektura softwaru je navrzena modularné, aby umoznovala izolované testovani jed-
notlivych bloku zpracovani (detekce, tracking, popis, klasifikace) i evaluaci celé pipeline
jako celku. Definice pouzitych metrik jsou uvedeny v souhrnné vyzkumné zpréave.

3.1 Evaluace detekce a klasifikace

Software implementuje testovaci smycku, kterd zpracovava vstupni datasety (SAMA-
COCO, COCQO, vlastni dataset vozidel) a provadi nasledujici kroky:

e Simulace degradace: Aplikace fizeného Sumu, zmény jasu a zmény méritka na
vstupni obrazova data pro testovani limiti detekce.

e Detekce objekti: Spusténi modifikované sité YOLO s podporou tfidy ,,genericky
objekt".

e Klasifikace: Extrakce ptiznaku z detekovanych vytezi a jejich klasifikace do 377
trid.

e Vypocet metrik: Automaticky vypocet Precision, Recall a F'1 skore normalizova-
nych vici referenénimu nastaveni.

3.2 Evaluace vyhledavani a re-identifikace
Tato ¢ast softwaru slouzi k ladéni parametrt pro vyhledavani. Zahrnuje:

e Generator dotazii: Umoziuje zadavat dotazy formou textu (ptes SigLIP2 deskrip-
tor) nebo obrazu.




5 TECHNICKA SPECIFIKACE A EXPERIMENTY

e Analyza klicovych snimkit: Modul pro hledédni optimélniho poctu klicovych
snimki N reprezentujicich trajektorii (track) a metriky vzdélenosti (MIN, AVG,
MEDIAN).

e Evaluace Re-ID: Vypocet metrik Top-k Recall a mAP na datasetech jako Market-
1501 ¢ MSMT17.

4 Specifikace novosti testovacich metod

Vytvorené valida¢ni metody obsahuji nové evaluacni postupy prizptusobené pro forenzni
doménu:

A. Evaluace konceptu generického objektu Software obsahuje specifické skripty
pro ,leave-one-out” experimenty. Tyto skripty automatizované pretrénovavaji detektor s
vyjmutim jedné tiidy a nasledné méri schopnost systému detekovat tuto nezndmou tiidu
jako ,genericky objekt”. Toto ovéreni prokazuje schopnost systému nalézt i objekty, které
v dobé trénovani neznal.

B. Validace doucovani bez katastrofického zapominani Byl implementovin eva-
luacni ramec pro few-shot learning, ktery ovéruje, zda dotrénovani nové tiidy nevede k
degradaci vykonu na pivodnich kategoriich. Software vyuziva redukovanou reprezentaci
pivodnich t¥id pomoci prototypi a méri Fl-skére pro nové i ptvodni t¥idy.

5 Technicka specifikace a experimenty

Software byl optimalizovan pro béh na OS GNU/Linux (Ubuntu 22.04) a vyzaduje GPU
akceleraci (doporuceno NVIDIA A100 nebo RTX 5080). Klicové experimenty realizované
timto softwarem prokazuji funkénost metod AISEE.

5.1 Robustnost viic¢i degradaci
Software systematicky testoval limity detekéné-klasifikac¢nich postupt:

e Velikost objektt: Experimenty prokazaly, Ze kvalita rozpoznani (Recall) zistava
stabilni az do velikosti kratsi strany cca 32 pixelt; kriticky pokles nastava pod 20
pixeli.

e Obrazovy Sum: Testy s aditivnim Gaussovskym Sumem (o = 19.0) ukézaly vyso-
kou odolnost, kdy metriky ztstavaji nad 80 % puvodniho vykonu.

e Zmeéna jasu: Pipeline je témér necitliva na zmény jasu i pii ztmaveni na koeficient
a = 0.35.

5.2 Doucovani a nastaveni parametri

e Few-shot learning: Nové doucené t¥idy (napf. niz, skateboard) dosahuji F1-skore
srovnatelného s plnym trénovanim jiz pii vyuziti minimélniho po¢tu vzorkii.

e Optimalizace vyhledavani: Vysledky ukazaly, ze metrika MIN v kombinaci s
agregaci klicovych snimki poskytuje nejlepsi vysledky. Bylo ovéreno, ze sémantické
textové dotazy (napf. ,Orange Citroen Ds7¢) vykazuji vysokou tspésnost diky mo-
delu SigLIP2.




7 INSTALACE A KONFIGURACE PROSTREDI

CAST II
Instala¢ni manual

6 Hardwarové a softwarové pozadavky

6.1 Hardwarové pozadavky

Komponenta Pozadavek

GPU NVIDIA s podporou CUDA (doporu¢eno A100, RTX 5080)
VRAM min. 24 GB

RAM min. 32 GB

Disk min. 100 GB volného mista (datové sady + modely)

Tabulka 2: Minimalni hardwarové pozadavky

6.2 Softwarové pozadavky

GNU/Linux (testovano na Ubuntu 22.04)
Python 3.10-+

CUDA 12.x

PyTorch 2.x s podporou CUDA

7 Instalace a konfigurace prostredi

Evalua¢ni skripty jsou rozdéleny do ¢tyT repozitait:

Proménna Repozitar Ucel

$REPO_FORK aisee-cvut (branch utia_deploy) Detekce, klasifikace, douco-
vani, evaluace pipeline

$REPO_SIGLIP ReducedSiglipForPersonDescription Adaptace SigLIP2 pro re-
identifikaci osob

$REPO_AISEE  AISEEV Optimalizace = parametri
vyhledavani, mAP
$REPO_DEGRAD degradac¢ni skripty Testovani robustnosti de-

tekce vici degradacim

Tabulka 3: Piehled repozitait




8 TECHNICKE DETAILY KOMPONENT

7.1 Instalace

# Klonovdni repozitdii (dostupné na internim GitLab UTIA: gita.utia.cas.cz)
git clone <url>/aisee-cvut.git && cd aisee-cvut && git checkout utia_deploy
git clone <url>/ReducedSiglipForPersonDescription.git

git clone <url>/AISEE.git # AISEEV

# Degradacni skripty (samostatnd sada, nent na GitHubu)

cp -r /cesta/ke/skriptum $REPO_DEGRAD

# Proménné prostiedt

export REPO_FORK=/cesta/k/aisee-cvut

export REPO_SIGLIP=/cesta/k/ReducedSiglipForPersonDescription
export REPO_AISEE=/cesta/k/AISEE

export REPO_DEGRAD=/cesta/k/degradacni-skripty

export DATA_ROOT=/cesta/k/datasety

# Instalace zdvislosti (v kaZdém repozitdri)

cd $REPO_FORK && pip install -r requirements.txt

cd $REPO_SIGLIP && pip install -r requirements_train.txt

cd $REPO_AISEE && pip install -e . # instalace pTes setup.py

cd $REPO_DEGRAD && pip install ultralytics opencv-python matplotlib tgdm

7.2 Softwarové zavislosti a prostredi

Systém AISEE je postaven na frameworku PyTorch a vyuziva ekosystém knihoven pro
Computer Vision a Deep Learning. Nasledujici tabulka definuje minimalni pozadavky na
softwarové balicky:

Balicek Verze Primarni Gcel v projektu

ultralytics 8.2.92 Detekce objekti (YOLO) a multi-object tracking.
timm 1.0.3  PyTorch Image Models — backbone architektury.
transformers latest Hugging Face modely, specificky SigLIP2.
torchmetrics stable Implementace standardizovanych metrik (mAP, F'1).
torch > 2.0 Jadro systému s podporou CUDA akcelerace.

CAST III
Programatorsky a uzivatelsky manual

8 Technické detaily komponent

e Ultralytics (YOLO): Knihovna zajistuje extrakei bounding boxt a sémantickou
segmentaci. Verze 8.2.92 je fixovana z duvodu stability API pro moduly BoT-SORT
a ByteTrack.

e Timm: SlouZi jako zdroj pro pre-trained modely, které AISEE vyuziva jako extrak-
tory piiznaku (feature extraction).




9 TESTOVANI A ADAPTACE SIGLIP2 PRO RE-IDENTIFIKACI OSOB

e Transformers (SigLIP2): Model SigLIP2 (Sigmoid Language-Image Pre-training)
od Google Research je klicovy pro zero-shot klasifikaci. Vyzaduje aktualni verzi
knihovny pro spravnou inicializaci vah.

e CUDA Support: Pro efektivni béh inference a benchmarkii je vyzadovano GPU s
podporou CUDA. Béh na CPU je mozny, ale neni doporucen pro realné nasazeni.

9 Testovani a adaptace SigLIP2 pro re-identifikaci osob

Repozitar: $REPO_SIGLIP (ReducedSiglipForPersonDescription)
Text a grafy ve zpravé: strany 16-17

Tato ¢ast se zaméruje na vyhodnoceni efektivity adaptovaného modelu SigL.IP2 v tlo-
hach re-identifikace osob, pricemz hlavnim cilem je validace vykonu pii vyrazné redukci
dimenzionality embeddingt (ze 768 na 128 pfiznaki). Skripty analyzuji schopnost modelu
zachovat diskriminac¢ni vlastnosti obrazovych i textovych reprezentaci po aplikaci novych
projekénich vrstev a tfifazovém kontrastivnim tréninku (image-to-image loss). Vysledna
evaluace pomoci metrik Top-k recall, MRR a kumulativni distribuce (CDF@10) slouzi k
exaktnimu posouzeni kompromisu mezi vypocetni tsporou (mensi pamétova a prohleda-
vaci naro¢nost) a presnosti re-identifikace v ostrém provozu systému AISEE.

9.1 Architektura modelu

Linearni projekce z 768 na cilovou dimenzi (new_dim) je implementovana v:

$REPO_SIGLIP/src/training/modeling_resipvd.py

Model obsahuje dvé nezavislé projekéni vrstvy (text_fc a visual_fc) inicializované
Xavier uniform.

Kli¢ové parametry v $REPO_SIGLIP/src/training/config.yaml:

e new_dim — vystupni dimenze embeddingi (konfigurovatelna; pro nasazeni v AISEE
se pouziva 128)

e temperature — teplotni parametr kontrastivni loss (vychozi: 0.07)

e processor — bazalni model (vychozi: google/siglip-base-patchl16-224)

9.2 Trénink modelu

Trénink probiha ve 3 fazich (postupné rozmrazovani vrstev):

cd $REPO_SIGLIP

# SpusSténi 3-fdzového tréninku s rerd flagem
python src/training/train.py \
--config src/training/config.yaml \
--reid \
--data $DATA_ROOT/person_reid \
--annotations $DATA_ROOT/person_reid/annotations.pq \
--models ./checkpoints \
--cuda 0O




10 OPTIMALIZACE PARAMETRU VYHLEDAVANI

Tip

Flag --reid aktivuje re-identifika¢ni rezim tréninku (image-to-image kontrastivni
loss). Bez tohoto flagu se trénuje standardni text-image deskriptor. Poznamka:
--reid se uplatni az od 2. faze tréninku; v 1. fazi (warm-up novych projekénich
hlav) je vzdy vypnut.

9.3 Vypocet embeddingt
Po natrénovani modelu se embeddingové vektory spocitaji pro cely dataset:

python src/training/calculate_embeddings.py \
--config src/training/config.yaml \
--data $DATA_ROOT/person_reid \
--annotations $DATA_ROOT/person_reid/annotations.pq \
--models ./checkpoints \
--cuda 0O

Vystup data_embeddings.pq (Parquet format) se wulozi do adresare
<models>/<model_name>/ a obsahuje embedding vektory (obrazové i textové) pro kazdy
obrazek.

9.4 Evaluace modelu

Vyzaduje soubor data_embeddings.pq vytvoreny skriptem
calculate_embeddings.py v pfedchozim kroku.

python src/training/evaluate_models.py \
--models ./checkpoints \
--outname results_plot \
--versions finetuned2 reduced2_64

Generované metriky a grafy:

e Top-k recall (k = 1, 3, 5, 10) — graf na str. 16 zpravy

e CDF@10 (plocha pod kumulativni rank distribuci do ranku 10)
e MRR (Mean Reciprocal Rank)

e Souhrnné tabulka metrik — tabulka na str. 17 zpravy

10 Optimalizace parametria vyhledavani

:Repozﬁéf:$REPU_AISEE(AISEEV)
Text a grafy ve zpraveé: strany 18-19

Tato ¢ast je zaméfena na empirickou optimalizaci parametri vyhledavaciho enginu
systému AISEE s cilem maximalizovat pfesnost vyhledavani (mAP) a robustnost celého
procesu inference. Testovaci skripty v tomto modulu systematicky vyhodnocuji vliv ¢asové
agregace (optimalni pocet kli¢ovych snimka N pro reprezentaci trajektorie) a prostoro-
vého kontextu, tedy vliv rtiznych metod vytezu, jako je padding ¢i squaring, na kvalitu
embeddingii. Soucasti sady je také komparativni analyza multimodalniho vyhledavani,
ktera porovnava efektivitu textovych dotazt vaci ¢isté vizualni podobnosti, a studium za-
vislosti kosinové vzdalenosti na geometrickych vlastnostech (velikosti) objekti. Vystupy
téchto testt poskytuji exaktni bazi pro nastaveni konfigura¢nich parametri systému a
definuji limity modelu SigL.IP2 pfi zpracovani nizkorozliSenych nebo specificky ofiznutych
dat.

10



10 OPTIMALIZACE PARAMETRU VYHLEDAVANI

10.1 mAP vs. pocet klicovych snimki

cd $REPO_AISEE

# Skript se wold programaticky (nemd argparse), parametry

# se nastavuji primo ve zdrojovém kdédu / wvolajict funkci:

python -c "

from mAP_scripts.mAP_cars import mAP

mAP (ds_type=’complete_cars_dataset’,
model_name=’google/siglip2-base-patchl16-2247,
cutout_type=’classic?’)

Systém poskytuje analytické vystupy v podobé 4 agregacnich metrik (min_avg, ave-
rage, min, median) pro razné pocty klicovych snimki

N €{1,2,3,5,7,10,15,25, 35,50, 75, 100, 150, 200, 300, 400}
. Vystupem je graf mAP jako funkce N — odpovida grafu na str. 18 zpravy.

10.2 Vliv tvaru vyrezu
cd $REPO_ATSEE

# Skript se wold programaticky (nemd argparse):

python -c "

from cutting import cutout

cutout (datasets_path=’$DATA_ROOT/vehicles’,
cutout_type=’paddingl0’)

Skript cutting.py definuje nékolik rezimu vyfezu. Ve zpravé jsou prezentovany 4
hlavni rezimy:

e classic — bounding box bez uprav (puvodni YOLO vytez)
padding10 — bounding box zvétseny o 10 % (zachovava pomér stran)
padding20 — bounding box zvétseny o 20 % (zachovava pomér stran)

e square — Ctvercovy vyfez (doplnéni na ¢tverec)

Kod navic obsahuje rezimy padding30, squarel0, square20, square30.

Vysledky se kombinuji s mAP_cars.py pro grafy na str. 18-19 zpravy.

10.3 Text vs. obrazkovy dotaz

cd $REPO_AISEE

# Poroundni probihd ptes 3 samostatné skripty (programaticky):

# 1) mAP_image_queries_color.py -- obrdzkové dotazy
# 2) type_text_prompt.py -- texztové dotazy

# 3) prompted_image_queries_type.py -- vizualizace
python -c "

from mAP_scripts.AP_image_text_comparison_scripts \
.type_text_prompt import text_AP
text_AP(ds_type=’complete_cars_dataset’,
model_name=’google/siglip2-base-patchl16-2247)

11



11 EVALUACE ROBUSTNOSTI PIPELINE

Skripty v adresari AP_image_text_comparison_scripts/ porovnavaji pfesnost vy-
hledavani pomoci textového popisu vs. referenéniho obrazku. Textové dotazy maji forméat
<Barva> <Znacka> <Model>, napi. "Orange Citroen Ds7".

10.4 Vliv velikosti objektu na kosinovou vzdalenost
cd $REPO_ATSEE

# Skript se wold programaticky (nemd argparse):

python -c "

from distances_plots.prompts_tracks.cosine_distance_over_size \
import distance_over_size

distance_over_size(’google/siglip2-base-patch16-224’, ’classic’)

Analyzuje zavislost kosinové vzdalenosti na velikosti bounding boxu (metrika vw - h)
— graf na str. 19 zpravy. Generuje scatter plot s binnovanim a vypoctem Pearsonovy
a Spearmanovy korelace.

11 Evaluace robustnosti pipeline

Repozitar: $REPO_FORK (aisee-cvut, branch utia_deploy)
Text a grafy ve zpraveé: strany 20-24

Tato kapitola je vénovana stresovému testovani a rigorézni validaci robustnosti celého
zpracovatelského Tetézce systému AISEE v nepfiznivych podminkach. Skripty umoznuji
systematicky mérit vliv geometrické degradace (zmenSovani objekti az na hranici dete-
kovatelnosti) a vizualnich artefaktii (Sum, rozmazani, komprese, nizky jas) na aspésnost
detekce modelu YOLO i nésledné klasifikace. Cilem této sady néstroji je nejen ziskat
finalni end-to-end metriky (F'1-skore, Confusion matice), ale predevsim exaktné identifi-
kovat kritické limity spolehlivosti systému pii zpracovani nekvalitnitho vstupu. Vystupy
této sekce poskytuji nezbytna data pro posouzeni nasaditelnosti systému v redlném, ne-
kontrolovaném provozu a slouzi jako podklad pro ladéni tréninkovych augmentaci.

11.1 Analyza detekce podle velikosti objektu
cd $REPO_FORK

python obtain_split_statistics.py \
--split_method num_of_pixels \
--our_preds_path npys/2CLIP.npy

Skript setadi vysledky podle zvolené metriky velikosti (num_of _pixels, smallest_side,
ratio) a rozdéli je na tfetiny. Pro kazdou tfetinu generuje klasifika¢ni report (macro F1,
macro precision, macro recall, weighted F1).

Upozornéni

Skript obsahuje na fadku 19 ladici breakpoint pdb.set_trace(), ktery zastavi béh
programu. Pred spusténim je nutné tento fadek odkomentovat nebo odstranit.

12
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11.2 End-to-end evaluace pipeline

python eval_whole_pipeline.py \
--dataset_yaml $DATA_ROOT/eval/dataset.yaml \
--split val \
--iou_thresh 0.5 \
--eval_modes master,subclass,mix \
--out_dir ./results/pipeline

Vystupy:

e Precision / Recall / F1 skore (sloupcovy graf — str. 24 zpravy)

e Breakdown podle velikostnich bucketi bounding boxu (*_bbox_bucket_x.csv)
e Confusion matice (master_confusion.csv, subclass_confusion.csv)

e Souhrnny JSON (summary.json, per_image. json)

e Per-class CSV soubory (per_class.csv, per_master.csv, per_subclass.csv)

Informace

Vahové soubory (./weights/best.pt pro pipeline, . /weights/classifier.pt pro
klasifikator, ./weights/yolo_best.pt pro YOLO evaluaci) nejsou soucésti repo-
zitdre. Ziskejte je od spravce projektu nebo je vytvorte prislusnymi trénovacimi
skripty. Pro reprodukci vysledki ze zpravy je nutné pouzit identické checkpointy.

11.3 Augmentace pro trénovaci data

Definice augmentaci pro trénink klasifikdtoru:

$REPO_FORK/classification/augmentations.py

Obsahuje transformace aplikované na trénovaci vytezy: ColorJitter, RandomBright-
nessContrast, HueSaturationValue, ToGray, GaussNoise, GaussianBlur, MotionBlur, Ho-
rizontalFlip a Affine (rotace, Skdlovani, posun). Tyto augmentace neslouzi pro systema-
tické testovani robustnosti na drovni celych snimkd.

11.4 Degradac¢ni benchmark detekce

Skripty: $REPO_DEGRAD/detect_yolo_eval.py, draw_plots_using_csv.py
Grafy ve zpravé: strany 20-21

Tyto dva skripty tvofi pipeline pro systematické méreni vlivu degradaci a velikosti
objektu na tuspésnost YOLO detekce.

11.4.1 Postup zpracovani
Pro kazdy GT objekt v datasetu skript detect_yolo_ultralytics.py provadi:

1. Skalovani — cely obréazek se zmensi tak, aby kratsi strana GT bounding boxu méla
cilovou velikost (32, 28, 24, 20, 16, 12, 8 px)

2. Degradace — na zmenseny obréazek se aplikuje jedna z degradaci (viz tabulka 4)

3. Padding — obrazek se doplni na 640 x 640 px Sedym okrajem (hodnota 114); pokud
je obréazek vétsi nez 640 px, umisti se na Sedy canvas s centrem GT boxu uprostied
platna

4. Detekce — YOLO model zpracuje vysledny snimek

5. Matching — vysledek detekce se porovna s GT.

13
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Typ Parametry Popis

(zadna) - Originalni obrazek bez degradace
blur ksize=15, 0=3.0 Gaussovské rozmazani

noise 0=19.0 Aditivni Gaussovsky Sum

jpeg quality=10 JPEG komprese s nizkou kvalitou
dark a=0.35 Snizeni jasu (nasobeni pixela)

Tabulka 4: Typy degradaci a jejich parametry

11.4.2 Konfigurace a spusténi
Parametry se nastavuji ptfimo v konstantach na zac¢atku skriptu:

cd $REPO_DEGRAD

#Konfigurace:
DATASET_DIR = Path("./dataset") # vstupni obrdzky + GT
RESULTS_DIR = Path("./results") # vystupy
TARGET_MIN_EDGES = [32, 28, 24, 20, 16, 12, 8]
IMG_SIZE = 640

SAVE_DEBUG_RESULTS = True

python detect_yolo_eval.py

Vstupni data: obrazky se umisti do ./dataset. Ke kazdému obrazku img. jpg patii
GT soubor img. jpg.txt ve formatu t¥ida;x1,y1,x2,y2. Mapovani tifid YOLO na GT
kategorie: person — person, car/truck/bus/motorcycle/bicycle — vehicle.

Skélovani je pouze smérem doli (scale = min(1.0, scale)). V datasetu jsou
vSechny GT objekty vétsi nez cilova velikost, obréazek se proto nezvétsuje.

Vystupy:

e results/results_summary_long.csv — tidy format (degradation, edge, gt class,
total, detected, pct)

e results/missed_detections.txt — seznam nedetekovanych objekti

e Debug obrazky s vizualizaci detekei a GT boxt (SAVE_DEBUG_RESULTS=True je vy-
chozi; generuje velké mnozstvi soubori)

11.4.3 Generovani grafi

python draw_plots_using_csv.py
# Vstup: ./results/results_summary_long.csv
# Vystup: ./results/*.png

Skript generuje nékolik typu grafi (X-osa: kratsi strana GT boxu v px, Y-osa: aspés-
nost detekce %):
e Per-degradace — jeden graf na degradaci, kiivky per ti¥ida (¢lovék, auto)
e Per-objekt — jeden graf na t¥idu, kiivky per degradace (originl, rozmazani, Sum,
sniZeni jasu)
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12 Mapovani vystupt na skripty

Nasledujici tabulka mapuje jednotlivé grafy a tabulky z AISEEVZprava2025.pdf na
konkrétni skripty v repozitarich.

Pii reprodukei vysledku vzdy zkontrolujte verzi modelu (vahy) a konfiguraci (config
soubory) — rozdilné checkpointy mohou vést k odlisnym hodnotam metrik.
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ZAavér
Tento dokument dokladéa existenci a funkénost softwarové sady pouzité pro vyzkum a
vyvoj projektu AISEE. Software tispésné validoval navrzené algoritmy na rozsahlych da-

tovych sadach. Vystupy tohoto softwaru slouzily jako podklad pro nastaveni finalniho
funkéniho vzorku AISEE a pro definici provoznich limita v rdmci technické dokumentace.
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